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摘　 要:为了解决传统的有机碳含量 ＴＯＣ 测量方法成本高和无法获得 ＴＯＣ 含量连续分布的问题ꎬ提
出了一种 ＴＯＣ 含量的统计预测方法ꎮ 由于地层的岩性的不同ꎬＴＯＣ 含量的差异非常大ꎬ因此ꎬ首先对

原始的测井数据聚类ꎬ通过聚类的方法将不同岩性的地层区分开ꎬ对不同的地层分别建立 ＴＯＣ 含量

的预测模型ꎬ再通过聚类的方法提高了各测井参数和 ＴＯＣ 含量的相关性ꎬ这不仅提高了模型的准确

性ꎬ而且使得模型更有说服力ꎻ然后通过粒子群算法优化 ＳＶＭ 模型参数ꎬ避免了因人工选择参数带来

的模型不稳定的问题ꎬ依此建立测井参数优选的 ＳＶＭ－ＲＦＥ 模型ꎬ对每一类分别进行测井参数筛选ꎬ
有效的规避了各测井参数之间的信息冗余和不相关参数带来的模型性能降低和训练时间增加的问

题ꎻ最后利用优选后的测井数据和 ＳＯＭ 的分类结果ꎬ对不同的地层岩性分别建立 ＳＶＲ 模型进行预

测ꎮ 结果表明:通过与其他 ＴＯＣ 含量预测模型对比ꎬＳＯＭ－ＳＶＲ 模型更加稳定ꎬ更有说服力ꎬ预测误差

小ꎬ平均相对误差约 ６％ꎬ平均绝对误差不超过 ０.２ꎮ 由此ꎬ可以通过 ＳＯＭ 算法对不同岩性的地层进行

聚类之后再建立 ＴＯＣ 含量的预测模型ꎬ更有利于提高模型的精度ꎮ
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０　 引　 　 言

总有机碳含量(ＴＯＣ)是烃源岩地球化学评价中

的重要参数之一ꎮ 该参数不仅被用来研究烃类化合

物的化学性质ꎬ在研究烃源岩的分布中也起着至关

重要的作用ꎮ 在一定深度处ꎬＴＯＣ 含量较多表明可

能有烃源岩存在ꎬＴＯＣ 含量较少表明烃源岩存在的

可能性不大ꎮ 岩石热解是广泛用于生烃潜力评价的

标准方法之一ꎬ这种方法可以给出岩石中 ＴＯＣ 含量

的精确值ꎮ 然而ꎬ通过地球化学分析得到 ＴＯＣ 含量

通常是昂贵的且耗时长ꎬ而且不能获得 ＴＯＣ 含量在

纵向上连续的分布值ꎬ因此ꎬ开发一种快速低成本的

方法来获得 ＴＯＣ 含量的连续分布值显得尤为重要ꎮ
在这方面ꎬ杜文凤等[１]以实测 ＴＯＣ 含量数据为

基础ꎬ分析了煤系烃源岩中煤岩ꎬ炭质泥岩和泥岩有

机碳含量的测井响应特征ꎬ发现电阻率ꎬ声波时差ꎬ
自然伽马ꎬ密度和中子孔隙度等测井参数与有机碳

含量相关性较高ꎬ并基于此建立了 ＴＯＣ 含量预测模

型ꎻ闫建平等[２]通过深入剖析烃源岩石物理特性方

法ꎬ对以后研究与工作中建立有效ꎬ易操作的测井解

释模型并精确地提取烃源岩层段的各种有机地化参

数奠定了基础ꎻ李延钧等[３] 依据页岩在不同测井曲

线上的测井响应特征ꎬ利用电阻率ꎬ声波时差ꎬ自然

伽马能谱等测井信息ꎬ采用 ΔｌｇＲ 法以及自然伽马能

谱法回归计算页岩有机碳含量ꎻ王濡岳等[４] 从矿物

组分、地球化学参数、物性参数、含气性和可压裂性

评价等方面全面深入论述了页岩气储层测井评价方

法及评价参数的计算ꎬ认为矿物组分、地球化学参

数、物性参数、含气性和可压裂性是页岩气储层测井

评价的重点ꎬ并结合实际资料改进了 ＴＯＣ 和脆性指

数计算公式ꎮ
由于页岩气储层总有机碳含量受多种地质因素

影响ꎬ它们之间存在着非常复杂的非线性关系ꎬ传统

单参数或多参数的方法很难表达各测井参数与

ＴＯＣ 含量之间内在的复杂的非线性关系ꎮ 孟召平

等[５－６]提出的 ＢＰ 神经网络的方法虽然可以解决测

井参数和 ＴＯＣ 含量之间复杂的线性关系的问题ꎬ但
是由于测井数据量大ꎬ不同的数据之间差别较大ꎬ这
就会导致相同 ＴＯＣ 含量的地层但其测井曲线差别

较大ꎬ这种差别会引起神经元响应的不同ꎬ神经网络

的模型因此而变得不稳定ꎬ从而使预测误差增大ꎮ
针对上述各种问题ꎬ笔者给出了一种 ＴＯＣ 含量

的预测模型ꎮ 首先根据页岩原始测井数据将具有相

似特征的页岩进行归类ꎬ降低页岩测井数据差别较

大对 ＴＯＣ 含量预测精度的影响ꎻ在此基础上ꎬ对每

一类页岩通过支持向量机的方法进行测井参数优

选ꎬ获得 ＴＯＣ 含量预测的优势测井曲线ꎻ最后对每

一类分别构建神经网络模型进行预测ꎬ从而提高

模型的稳定性ꎬ降低预测误差ꎬ提高模型性能ꎮ

１　 基于测井参数的页岩分类

１.１　 聚类目的

为了降低页岩测井数据差别较大对 ＴＯＣ 含量

预测精度的影响ꎻ采用自组织特征映射网络(简称

ＳＯＭ)将测井曲线具有相似特征的页岩进行归类ꎮ
通过聚类把具有相似响应的测井数据划分为一类ꎬ
把具有不同测井响应的数据划分为不同类ꎬ有效规

避了测井数据之间的差异过大ꎬ带来的模型不稳定ꎬ
预测误差大的问题[７－８]ꎮ 另一方面ꎬ通过聚类提高

各测井参数与 ＴＯＣ 含量之间的相关性ꎬ进一步提高

预测的准确性ꎮ
１.２　 ＳＯＭ 原理

自组织特征映射网络( Ｓｅｌｆ－Ｏｒｇａｎｉｚｉｎｇ Ｆｅａｔｕｒｅ
Ｍａｐꎬ简称 ＳＯＭ)是由 Ｔ.Ｋｏｈｏｎｅｎ[９－１０] 于 １９８１ 年首

次提出的ꎬ是一种无监督聚类方法ꎬ它能将输入模

式在输出层映射成一维或二维离散图形ꎬ识别变

量特征并自动聚类ꎮ ＳＯＭ 的基本原理是:当某类

模式输入时ꎬ 输出层某节点得到最大刺激而获胜ꎬ
获胜节点周围的节点因侧向作用也受到刺激ꎮ 这

时网络进行一次学习操作ꎬ获胜节点及周围节点

的连接权值向量朝输入模式的方向做相应的修

正ꎮ 当输入模式类别发生变化时ꎬ二维平面上的

获胜节点也从原来节点转移到其他节点ꎮ 这样ꎬ
网络通过自组织方式用大量样本数据来调整其连

接权值ꎬ最后使得网络输出层特征图能够反映样

本数据的分布情况ꎮ
１.３　 聚类结果

根据 ＳＯＭ 的原理通过 Ｍａｔｌａｂ ２０１７ａ 编程实现ꎬ
对 １５０ 组测井数据进行了 ＳＯＭ 聚类ꎬ聚类结果如图 １
所示ꎮ 图 １ａ 表示将 １５０ 组测井数据分为 ａ、ｂ、ｃ、ｄ
类ꎬａ 类有 ６８ 组数据ꎬｂ 类有 ２１ 组数据ꎬｃ 类有 ２３ 组

数据ꎬｄ 类有 ３８ 组数据ꎻ图 １ｂ 表示神经元之间距离ꎬ
每个神经元都代表一个分类ꎬ由于这种类间差距很难

用数字表示ꎬ因此ꎬ用相邻神经元之间连接线的粗细

表示类间差距的大小ꎬ相邻神经元之间连接线越粗表

示神经元之间的距离越大ꎬ也就是说类间差距越大ꎬ
从图 １ｂ 可以看出相邻神经元之间的连接线都较粗ꎬ
说明类间差异性很大ꎬ表明这些类之间的测井数据

存在较大差异ꎬ通过分类使得类间数据足够的不相

似ꎬ而每一类足够的相似ꎬ说明分类结果较好ꎮ
００２
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图 １　 ＳＯＭ 聚类结果

Ｆｉｇ.１　 ＳＯＭ ｃｌｕｓｔｅｒｉｎｇ ｒｅｓｕｌｔｓ

１.４　 聚类前后对比

本次聚类的目的是为了把具有相似性的测井数

据归为一类ꎮ 通过图 １ｂ 可以看出ꎬ类间连接线都较

粗ꎬ表明类间差距非常大ꎬ说明测井数据之间存在非

常大的差异ꎬ通过聚类成功把这种差异缩小ꎬ使得同

类数据之间更具相似性ꎬ对体提高模型的稳定性具

有极大的帮助ꎮ 另一方面通过图 ２ 聚类前后对比ꎬ
发现聚类后测井参数和 ＴＯＣ 含量之间的相关性得

到了显著提高ꎬ从而可以进一步提高预测的准确性ꎮ
从这 ２ 方面可以得出本次研究聚类方法的可行性ꎮ

图 ２　 ＳＯＭ 聚类前后对比

Ｆｉｇ.２　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ＳＯＭ ｃｌｕｓｔｅｒｉｎｇ

２　 预测方法及原理

２.１　 支持向量机原理

支持向量机( Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ ＭａｃｈｉｎｅꎬＳＶＭ)是

由 Ｖａｐｎｉｋ[１１] 等于 ２０ 世纪 ９０ 年代初提出的一种新

型机器学习算法ꎮ 其原理是把在样本空间中线性不

可分的样本通过核函数映射到特征空间ꎬ在特征空

间中使得原来线性不可分的样本变得线性可分ꎬ从
而实现分类的目的ꎮ 定义最优分类超平面的方程 ｆ

(ｘ)为
ｆ(ｘ) ＝ Ｗ Ｔφ(ｘ) ＋ ｂ (１)

式中:Ｗ 为权值系数矩阵ꎻφ 为归一化函数ꎻｘ 为样

本数据ꎻｂ 为系数矩阵ꎮ
支持向量回归机(ＳＶＲ)不是把样本分为 ２ 类ꎬ而

是使得最优分类平面两侧的样本到平面的总距离最

小ꎬ从而实现拟合ꎮ 定义误差可接受范围为 ε 、某 ｉ 个
松弛因子为 ξ ｉ、惩罚系数为 Ｃ 、ｎ 为样本个数ꎬ于是

问题就转化为求目标函数的最小值ꎬ目标函数为

Ｃ ‖Ｗ‖２ / ２ ＋ Ｃ∑
ｎ

ｉ ＝ １
ξ ｉ (２)

本次研究就是根据支持向量回归机的原理ꎬ通
过各测井参数与 ＴＯＣ 含量之间复杂的非线性关系

进行 ＴＯＣ 含量预测ꎮ
２.２　 支持向量机参数优化

参数的优化对提高模型的性能至关重要ꎮ 根据

前人[１２－１３]研究经验ꎬ支持向量机核函数选择为高斯

核函数ꎬ因此ꎬ支持向量机回归模型的拟合精度主要

取决于不敏感损失系数 ε 、惩罚系数 Ｃ 、宽度系数

σ 等 ３ 个参数的选取ꎮ 本次研究采用粒子群算法进

行参数优化ꎮ
粒子群算法(Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎꎬＰＳＯ)

是由 Ｋｅｎｎｅｄ 和 Ｅｂｅｒｍａｒｔ 于 １９９５ 年根据鸟群和鱼群

的社会行为提出的一种群智能优化算法粒子群算法

是基于群体与适应度的ꎮ 粒子群的每个粒子的位置

都代表问题的一个潜在最优解ꎬ每个粒子具有位置

和速度两个特征ꎬ粒子位置坐标对应的目标函数值

作为该粒子的适应度值ꎬ算法通过适应度来衡量粒

子位置的优劣ꎮ 算法首先随机初始化一群粒子ꎬ然
后通过迭代找到最优解ꎮ 在每次迭代中ꎬ粒子通过

跟踪两个极值来更新自己的位置ꎬ一个是粒子本身

所找到的最有位置ꎬ即个体极值 ｐ ꎻ另一个是整个粒

子群目前找到的最优解ꎬ即全局极值 ｇ ꎮ 粒子找到

上述两个极值之后更新自己的位置和速度ꎮ 重复以

上过程直到算法收敛ꎮ 如图 ３ 所示ꎬ此时的全局最

优粒子就是参数的最优解ꎬ把粒子群算法得出的最

优解加到 ＳＶＲ 模型中ꎬ建立预测模型ꎮ

图 ３　 平均适应度与最优适应度的变化

Ｆｉｇ.３　 Ａｖｅｒａｇｅ ｆｉｔｎｅｓｓ ａｎｄ ｃｈａｎｇｅ ｏｆ ｏｐｔｉｍａｌ ｆｉｔｎｅｓｓ
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３　 建立 ＴＯＣ 含量预测模型

３.１　 测井数据预处理

本次研究数据来源于鲁西南含煤区页岩气资源

潜力调查的测井实测记录和实验分析数据ꎮ 本次研

究测井记录包括:自然电位(ＳＰ)、井径(ＣＡＬ)、自然

伽马 ( ＧＲ)、钍 ( ＴＨ)、钾 ( Ｋ)、铀 ( Ｕ)、声波时差

(ＡＣ)、深浅三侧向电阻率(ＬＬＤ、ＬＬＳ)、录井 Ｃ１含量

(Ｃ１)、孔隙度(ＰＯＲ)、渗透率(ＰＥＲＭ)ꎮ 数据的预

处理主要是剔除异常值和数据归一化ꎮ
３.２　 测井参数优选

为了去除测井数据之间的相关性对模型带来的

影响ꎬ本次研究采用递归特征消除算法对测井曲线

进行优选ꎮ ＳＶＭ－ＲＦＥ 算法由 Ｇｕｙｏｎ 等[１５] 于 ２００２
年提出ꎬＳＶＭ－ＲＦＥ 利用 ＳＶＭ 的权值作为 ＲＦＥ 的特

征排序标准ꎬ ＳＶＭ－ＲＦＥ 具体流程如图 ４ 所示ꎬ根据

ＳＯＭ 分类结果ꎬ用 ＳＶＭ－ＲＦＥ 对 ＳＯＭ 分类结果分别

进行测井参数优选ꎬ各类测井参数的 ＳＶＭ－ＲＦＥ 的排

序结果见表 １ꎮ 表中数字代表在不同类中各测井参

数的排序位置ꎬ数字越小说明这个测井参数排名越靠

前ꎬ表明其对预测结果的影响也越大ꎮ 通过对各参数

的排序ꎬ由于排名靠后的测井参数对结果的影响较

小ꎬ相反可能会带来某些错误的信息ꎬ因此ꎬ每一类中

选择排名前八位的测井参数作为模型的输入ꎮ

图 ４　 ＳＶＭ－ＲＦＥ 流程

Ｆｉｇ.４　 ＳＶＭ－ＲＦＥ ｆｌｏｗ ｃｈａｒｔ

表 １　 各测井参数的 ＳＶＭ－ＲＦＥ 排序结果

Ｔａｂｌｅ １　 ＳＶＭ－ＲＦＥ ｓｏｒｔｉｎｇ ｒｅｓｕｌｔｓ ｆｏｒ ｅａｃｈ ｌｏｇｇｉｎｇ ｐａｒａｍｅｔｅｒｓ

类别
排序号

ＳＰ ＣＡＬ ＧＲ ＴＨ Ｋ Ｕ ＡＣ ＬＬＤ ＬＬＳ Ｃ１ ＰＯＲ ＰＥＲＭ ＫＴＨ

ａ ６ １１ ４ ７ ８ ２ ５ １０ ９ ３ １２ １ １３

ｂ ６ ４ ８ １１ １２ １３ ９ ２ １ ７ ５ ３ １０

ｃ １３ ３ ６ ２ ５ １ ７ １２ １０ １１ ９ ８ ４

ｄ １１ １ １３ ３ １２ ４ １０ ９ １０ ６ ５ ２ ７

３.３　 ＴＯＣ 含量预测模型建立

对本次研究的 １５０ 组 ＴＯＣ 含量数据进行预测ꎮ
首先ꎬ对原始的测井数据进行 ＳＯＭ 聚类ꎬ对每一类

分别构建模型ꎬ每一类构建模型的步骤相同ꎻ然后对

聚类后的每一类分别进行测井参数优选ꎬ其中测井

参数优选模型 ＳＶＭ－ＲＦＥ 也涉及到 ＳＶＭ 模型ꎬ模型

的核函数选择依然为高斯核函数ꎬ同样的使用粒子

群算法进行 ＳＶＭ 模型参数优化ꎬ最终得到各测井参

数的排序结果ꎻ然后把优选后的数据作为最终的输

入数据ꎬ输入到 ＳＶＲ 模型中ꎬ预测结果如图 ５ 所示ꎮ
３.４　 交叉验证与误差分析

本次研究误差分析采用平均绝对误差(ＭＡＥ)、
均方根误差(ＲＭＳＥ)和平均相对误差(ＭＲＥ)来评价

模型性能ꎮ 平均绝对误差是所有单个观测值与算数

平均值的偏差的绝对值的平均ꎻ平均相对误差可以

很好的反映预测值误差的实际情况ꎻ均方根误差又

叫标准误差ꎬ它是观测值与真值偏差的平方和观测

次数 ｎ 比值的平方根ꎬ标准误差对一组测量中的特

大或特小误差反映特别敏感ꎬ所以ꎬ标准误差能够很

好的反映出测量的精密度ꎮ 根据误差计算公式ꎬ４
类预测结果的误差见表 ２ꎮ

表 ２　 ＳＯＭ－ＳＶＲ 模型预测误差

Ｔａｂｌｅ ２　 Ｅｒｒｏｒ ｏｆ ＳＯＭ－ＳＶＭ ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎ

类别
ＳＯＭ－ＳＶＲ 模型误差 / ％

ＲＭＳＥ ＭＡＥ ＭＲＥ

ａ ０.１１６ ５ ０.０６３ ６ ３.４５

ｂ ０.２９９ ６ ０.１８３ ４ ９.７０

ｃ ０.２０３ ６ ０.１４４ ８ ７.６４

ｄ ０.２２０ ０ ０.１１６ ８ ８.９６

４　 不同 ＴＯＣ 预测模型应用效果分析

为了更好地验证模型的性能ꎬ把 ＳＯＭ－ＳＶＲ 模

型和目前使用比较多的 ２ 种 ＴＯＣ 含量计算法进行

了对比ꎮ
４.１　 Δｌｇ Ｒ 模型

Δｌｇ Ｒ 模型是由 Ｅｘｏｏｎ 和 Ｅｓｓｏ 公司[１６] 于 １９９７
开发的一种利用测井参数计算有机碳含量的技术ꎮ

２０２
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图 ５　 预测结果与预测误差

Ｆｉｇ.５　 Ｅｒｒｏｒｓ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ａｎｄ ｐｒｅｄｉｃｔｉｏｎ

该方法将声波时差和电阻率 ２ 条曲线反向叠加ꎬ二
者的坐标轴方向相反ꎬ电阻率采用对数坐标ꎬ声波时

差采用算术坐标ꎮ 采用声波时差和电阻率曲线叠合

的 Δｌｇ Ｒ 模型的 ＴＯＣ 含量 ｃ 计算公式为

Δｌｇ Ｒ ＝ ｌｇ (Ｒ / Ｒ０) ＋ Ｋ(Δｔ － Δｔ０) (３)
ｃ ＝ (Δｌｇ Ｒ) × １０(２.２９７－０.１６８ ８ＬＯＭ) (４)

式中: Δｌｇ Ｒ 为电阻率和声波时差叠合后的间距ꎻ Ｒ
为实测电阻率值ꎻΔｔ 为实测声波时差值ꎻＲ０和 Δｔ０为
对应的电阻率和声波时差基线值ꎻＫ 为叠合系数ꎻ
ＬＯＭ 为有机质成熟度ꎬ通过镜质体反射率来确定ꎮ
通过式(３)和式(４)ꎬ使用 Δｌｇ Ｒ 模型对研究地区的

ＴＯＣ 含量进行了计算ꎮ
４.２　 ＢＰ 神经网络模型

根据前人研究经验[５ꎬ６]ꎬ建立了 ＴＯＣ 含量的 ＢＰ
神经网络预测方法ꎬ主要包括隐含层个数的确定、激
励函数的选择和权值阈值的优化ꎮ 根据文献(６)选
取了隐含层个数为 ３ꎬ激励函数选择 Ｓｉｇｍｏｉｄ 函数作

为激励函数ꎬ根据文献(６)选择遗传算法来优化网

络的权值和阈值ꎬ由此建立了 ＴＯＣ 含量的 ＢＰ 神经

网络预测模型ꎮ
４.３　 对比结果分析

相比于 ΔｌｇＲ 法和神经网络法ꎬＳＯＭ－ＳＶＭ 模型

的预测结果能够更好的拟合实测值ꎬ预测误差小ꎬ模
型精度明显提高ꎮ 为了更好的比较模型的性能ꎬ分
别计算了 ΔｌｇＲ 和神经网络法的均方根误差和平均

绝对误差以及平均相对误差见表 ３ꎮ 对比表 ２ 和表

３ 可以看出ꎬＳＯＭ－ＳＶＭ 的均方根误差最小ꎬ说明其

预测值与真实值偏离最小ꎻ平均相对误差最小不超

过 １０％ꎬ平均绝对误差最小不超过 ０.２ꎬ相比于其他

模型精度明显提高ꎮ
表 ３　 其他模型预测误差

Ｔａｂｌｅ ３　 Ｅｒｒｏｒｓ ｏｆ ｏｔｈｅｒ ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎ

模型 ＲＭＳＥ / ％ ＭＡＥ ＭＲＥ / ％

ＢＰ 神经网络 ０.６４５ ０.４８１ ３ ２６.３０

ΔｌｇＲ １.１１８ ６ ０.９０３ １ ５５.６０

５　 结　 　 论

１)为去除测井数据之间的差异ꎬ通过聚类分析

的方法ꎬ有效规避了岩石、岩相、流体含量等非有机

质含量变化引起的测井曲线的变化的问题ꎬ同时使

得各测井数据与 ＴＯＣ 含量之间的相关性更加显著ꎮ
２)采用粒子群算法ꎬ优化 ＳＶＲ 模型ꎮ 分别建立

了 ＢＰ 神经网络模型、 Δｌｇ Ｒ 模型和聚类 ＳＶＲ 模型

并做试算分析ꎬ结果表明:聚类的 ＳＶＲ 模型对 ＴＯＣ
含量的预测效果最好ꎬ且具有极强的预测稳定性ꎮ

３)采用 ＳＶＭ－ＲＥＦ 算法进行测井曲线优选ꎬ去
除测井参数之间的相关性给模型带来的影响ꎬ提高

了模型的稳定性和模型精度ꎮ 致谢:感谢由斯伦贝

谢公司提供的 Ｐｅｔｒｅｌ 软件ꎬ为本次论文的完成提供

了有力的技术支持ꎮ
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